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RECURSOS 
PRÁCTICOS
DESCARGABLES
Ejemplo de “Model Card” para un sistema de IA ficticio de evaluación de solvencia crediticia

	Información Básica

	Campo
	Descripción

	Nombre del Modelo
	Scoring de Solvencia Crediticia (SC-2025-v1)

	Versión del Modelo
	1.0 (Lanzamiento: Octubre 2025)

	Tipo de Modelo
	Aprendizaje Supervisado (Clasificación binaria)

	Algoritmo
	Gradient Boosting (XGBoost)

	Propietario Interno
	Departamento de Riesgos

	Contacto Técnico
	Ejemplo@ISMSForum.es

	Clasificación de Riesgo
	Alto Riesgo (según el Reglamento de IA de la UE, Anexo III)



1. Descripción General y Finalidad del Modelo
Este modelo está diseñado para evaluar la probabilidad de que un solicitante de crédito (persona física) incurra en impago en los próximos 24 meses. El sistema genera una puntuación de solvencia (scoring) que sirve como un elemento de apoyo en el proceso de toma de decisiones para la concesión de créditos al consumo.
Uso Previsto:
· Evaluar solicitudes de nuevos créditos al consumo.
· Servir como una de las herramientas de apoyo para los analistas de riesgo en la toma de decisiones. No está diseñado para tomar decisiones de forma 100% autónoma.
· Segmentar a los solicitantes en perfiles de riesgo (bajo, medio, alto) para determinar las condiciones del crédito.
Usos No Previstos (Prohibidos):
· Tomar decisiones de denegación de crédito de manera totalmente automatizada sin posibilidad de revisión humana.
· Utilizar la puntuación para cualquier otra finalidad distinta a la evaluación de solvencia (ej. marketing, evaluación de empleados).
· Aplicar el modelo a solicitantes que no sean personas físicas.
 
2. Datos Utilizados
La calidad, gobernanza e integridad de los datos son críticas para el rendimiento y la equidad del modelo, como se subraya en los principios de gobernanza de datos y privacidad.
2.1. Datos de Entrenamiento:
· Fuente: Datos históricos internos anonimizados de operaciones de crédito entre 2018 y 2023. No se utilizan fuentes de datos externas para el entrenamiento.
· Volumen: 150.000 registros de clientes.
· Variables Utilizadas (Features):
· Información Sociodemográfica: rango de edad, situación laboral (asalariado, autónomo, etc.), antigüedad laboral. Nota: No se utilizan datos de categoría especial como origen étnico o género para evitar sesgos discriminatorios.
· Información Financiera: nivel de ingresos netos mensuales, nivel de endeudamiento actual, historial de pagos de créditos anteriores, tipo de contrato laboral.
· Información de la Operación: importe del crédito solicitado, plazo de devolución.
· Preprocesamiento de Datos:
· Se aplicaron técnicas de seudonimización para proteger la identidad de los individuos.
· Se realizó un análisis y mitigación de sesgos en los datos de entrenamiento para asegurar la representatividad de diferentes grupos demográficos.
2.2. Datos de Evaluación (Test):
· Fuente: conjunto de datos independiente (20% del total) extraído de la misma fuente histórica (hold-out dataset), no utilizado durante el entrenamiento para garantizar una evaluación objetiva del rendimiento.


3. Métricas de Rendimiento
Las métricas se han seleccionado para evaluar no solo la precisión global del modelo, sino también su fiabilidad y equidad.
3.1. Métricas de Precisión:
	Métrica
	Valor
	Descripción

	Accuracy (Precisión Global)
	92.5%
	Porcentaje de predicciones correctas sobre el total.

	Precision (Precisión)
	88.0%
	De todos los casos que el modelo predijo como "impago", el 88% realmente lo fueron.

	Recall (Sensibilidad)
	85.0%
	El modelo identificó correctamente al 85% de todos los casos de "impago" reales.

	AUC-ROC
	0.94
	Mide la capacidad del modelo para distinguir entre las clases (solvente vs. impago). Un valor cercano a 1 indica un excelente rendimiento.



3.2. Métricas de Equidad y Sesgo: se realizaron análisis para medir el impacto dispar entre diferentes grupos demográficos (segmentados por rango de edad y situación laboral).
	Métrica de Equidad
	Resultado
	Conclusión

	Paridad Demográfica
	Diferencia < 2% en la tasa de predicción de "impago" entre grupos.
	No se detectó un impacto adverso significativo.

	Igualdad de Oportunidades
	Diferencia < 3% en la tasa de verdaderos positivos entre grupos.
	El modelo identifica a los solicitantes con riesgo de impago de manera equitativa entre los grupos analizados.


 


4. Limitaciones y Consideraciones Éticas
La transparencia sobre las limitaciones del modelo es un requisito fundamental para un uso responsable.
· Correlación no implica Causalidad: el modelo identifica patrones y correlaciones en los datos históricos, pero no explica las causas subyacentes del comportamiento financiero de una persona. Las decisiones finales deben ser contextualizadas por un analista humano.
· Riesgo de "Drift": el rendimiento del modelo puede degradarse con el tiempo si las condiciones económicas y sociales cambian (concept drift). Se ha implementado un plan de monitorización continua para detectar estas desviaciones y planificar el reentrenamiento del modelo cuando sea necesario.
· Supervisión Humana: este sistema está clasificado como de Alto Riesgo y, por tanto, todas las decisiones automatizadas que tengan un impacto significativo (como una pre-denegación) deben ser revisadas por un analista cualificado antes de ser comunicadas al cliente. Se han habilitado mecanismos para que los analistas puedan anular o modificar la decisión del sistema.
· Explicabilidad: aunque el modelo XGBoost es complejo, se han implementado técnicas de explicabilidad (como SHAP - SHapley Additive exPlanations) para generar una justificación comprensible de cada predicción individual, que estará disponible para los analistas internos y para el cliente si lo solicita, en cumplimiento del derecho a obtener una explicación sobre las decisiones automatizadas.

5. Consideraciones de Seguridad y Robustez
El sistema ha sido desarrollado siguiendo principios de seguridad desde el diseño para garantizar su robustez técnica y resiliencia frente a ataques.
· Robustez: se han realizado pruebas de estrés con datos anómalos y escenarios adversarios para evaluar la estabilidad del modelo.
· Seguridad: la infraestructura que aloja el modelo cumple con las políticas internas de ciberseguridad, incluyendo controles de acceso estrictos, cifrado de datos y monitorización de la actividad de la API.
Trazabilidad: todas las predicciones generadas por el modelo son registradas en un sistema de logs inmutable, que incluye la versión del modelo utilizada, los datos de entrada (seudonimizados) y la puntuación resultante. Esto garantiza la auditabilidad y la rendición de cuentas.



Formulario de Registro de Supervisión Humana Efectiva sobre un sistema ficticio

	Sección 1: Identificación del Caso

	ID del Caso:
	SOL-20251027-8A34F

	ID del Modelo IA:
	IA-002 (SC-2025-v1)

	Fecha/Hora de Decisión del Modelo:
	27/10/2025 - 11:34 AM

	Analista Revisor (Nombre e ID):
	XXXX

	Fecha/Hora de Revisión Humana:
	27/10/2025 - 02:15 PM

	Motivo de la Revisión:
	☐ Protocolo Estándar 
(Decisión de Alto Impacto) 
☐ Solicitud de Impugnación del Cliente 
☐ Alerta de Monitorización del Modelo 
☐ Otro (especificar):




	Sección 2: Resumen de la Decisión Automatizada

	Resultado del Modelo
	Justificación (Factores Principales reportados por la IA)

	Decisión Sugerida:  
Denegar Crédito 

Puntuación: 
350 / 1000 

Confianza del Modelo: 91%
	1. (Impacto Alto) Antigüedad laboral: 8 meses. 
2. (Impacto Medio) Ratio de endeudamiento: 45%. 
3. (Impacto Bajo) Ausencia de historial crediticio interno.





	Sección 3: Proceso de Verificación Humana

	Acción
	Verificado
	Observaciones del Analista

	1. Verificación de Datos de Entrada
	✅
	Los datos en el sistema coinciden con la documentación del solicitante.

	2. Análisis de la Lógica del Modelo
	✅
	La justificación del modelo es coherente con las políticas de riesgo.

	3. Recopilación de Contexto Adicional
	✅
	Se ha contactado al solicitante y revisado documentación complementaria.

	4. Hallazgos y Contexto Adicional (información no considerada por el modelo):
	
· El solicitante ha presentado un contrato de trabajo indefinido en un sector de alta empleabilidad (Ingeniería de Software), lo que reduce el riesgo asociado a la "baja antigüedad".
· El endeudamiento preexistente corresponde a un préstamo estudiantil, que tiene un perfil de riesgo diferente a un crédito al consumo.



	Sección 4: Decisión Final del Analista y Justificación

	Decisión Final
	☐   Mantener la decisión del modelo
✅ Anular (Override) la decisión del modelo
☐   Modificar la decisión del modelo

	Acción Específica Tomada
	Aprobar el crédito con modificación de condiciones: se aprueba un 80% del importe solicitado, con un incremento de 0.5 puntos en el tipo de interés para reflejar el riesgo residual.

	Justificación Obligatoria de la Decisión Humana
	La decisión del modelo, aunque técnicamente correcta con los datos disponibles, no considera factores cualitativos clave. La estabilidad laboral confirmada por el contrato indefinido y la naturaleza del endeudamiento previo (educativo vs. consumo) reducen sustancialmente el perfil de riesgo real del solicitante. La anulación de la recomendación automática y la consiguiente aprobación parcial se basan en un juicio profesional que integra este contexto adicional, alineándose con una gestión prudente y personalizada del riesgo



Formulario de Registro de Retirada de Sistema de IA sobre un sistema ficticio

Este formulario se utiliza para documentar y verificar todas las acciones ejecutadas durante el proceso de retirada (desmantelamiento o decommissioning) de un sistema de IA. Su objetivo es asegurar que la retirada se realiza de forma segura, controlada y cumpliendo con las políticas internas y la normativa aplicable, garantizando una trazabilidad completa del fin de vida del sistema.
Registro de Retirada de Sistema de IA
	Control de Documento

	ID de Registro:
	RET-20260115-IA002
	Fecha de Inicio:
	15/01/2026

	Responsable del Proceso:
	 xxx
	Fecha de Finalización:
	20/01/2026

	Estado:
	COMPLETADO



Identificación del Sistema y Motivo de la Retirada
	Campo
	Descripción

	ID del Modelo en Inventario:
	IA-002

	Nombre del Modelo:
	Scoring de Solvencia Crediticia (SC-2025-v1)

	Fecha de Puesta en Producción:
	

	Justificación de la Retirada:
	Sustitución por una nueva versión. El modelo SC-2025-v1 será reemplazado por la versión SC-2026-v2, que ha demostrado un rendimiento superior (mejora del 4% en AUC-ROC) y una mayor equidad en las pruebas de validación. La retirada del modelo v1 es necesaria para evitar la coexistencia de versiones y asegurar la consistencia en las decisiones de riesgo.

	Autorización de Retirada:
	Aprobado por el Comité de Gobernanza de IA en la sesión del 10/01/2026 (Acta CGIA-2026-01).





Checklist de Acciones de Retirada y Verificación

	Categoría
	Acción Específica
	Responsable
	Fecha
	Verificado
	Observaciones / Ruta de Evidencia

	1. Desactivación del Servicio
	Deshabilitar el endpoint de la API del modelo en el entorno de producción.
	Equipo de MLOps
	
	Sí
	El endpoint api.ejemplo.com/scoring/v1 ya no está activo. Verificado mediante pruebas de conexión.

	
	Redirigir el tráfico del antiguo endpoint a un mensaje de "servicio obsoleto".
	Equipo de Infraestructura
	
	Sí
	Configuración actualizada en el balanceador de carga.

	2. Archivo de Activos
	Archivar el código fuente final del modelo (versión 1.0) en el repositorio de archivado.
	Equipo de Ciencia de Datos
	
	Sí
	Repositorio: git-archive/models/SC-2025-v1. Commit final: f4a2b1c.

	
	Archivar los datasets de entrenamiento y validación (anonimizados) utilizados.
	Equipo de Datos
	
	Sí
	Ubicación: data-archive/datasets/credit-scoring/2025_v1. Acceso restringido.

	
	Archivar la Ficha de Modelo (Model Card) y toda la documentación técnica asociada.
	Equipo de Gobernanza
	
	Sí
	Documentación archivada en el gestor documental, ref: DOC-IA-002-FINAL.

	3. Eliminación de Datos
	Eliminar de forma segura los datos de entrenamiento y el modelo de los servidores de producción.
	Equipo de MLOps
	
	Sí
	Proceso de borrado seguro ejecutado en los servidores de producción prod-ml-01 y prod-ml-02. Certificado de borrado adjunto.

	
	Purgar los logs de ejecución del modelo que contengan datos personales, de acuerdo con la política de retención (conservar únicamente metadatos agregados para análisis históricos).
	Equipo de Seguridad
	
	Sí
	Script de purga ejecutado. Los logs de más de 30 días han sido eliminados.

	4. Gestión de Accesos
	Revocar todas las claves de API y credenciales de servicio asociadas al modelo v1.
	Equipo de Seguridad
	
	Sí
	Claves de API API_KEY_SC_V1_... revocadas.

	
	Eliminar los roles de acceso específicos para la administración del modelo v1 en el sistema de gestión de identidades.
	Equipo de TI
	
	Sí
	Roles Admin-SC-v1 y User-SC-v1 eliminados.

	5. Comunicación y Cierre
	Notificar a todos los equipos de desarrollo y negocio que utilizaban el modelo v1 sobre su retirada definitiva.
	Propietario del Modelo
	
	Sí
	Correo electrónico enviado a las listas de distribución dev-teams y risk-analysts.

	
	Actualizar el estado del modelo a "Retirado" en el Inventario de Sistemas de IA.
	Equipo de Gobernanza
	
	Sí
	Inventario actualizado. Ref: IA-002.





Verificación Final y Aprobación de la Retirada
Mediante la firma de este documento, los responsables abajo firmantes certifican que todas las acciones descritas en la Sección 2 han sido ejecutadas de acuerdo con los procedimientos establecidos, y que el sistema de IA SC-2025-v1 ha sido retirado de forma segura y completa.
Responsable del Proceso de Retirada:
· Nombre: XXXX
· Cargo: Jefe de MLOps
· Firma: XXXX
· Fecha: XXXX
Aprobación Final de Gobernanza:
· Nombre: XXX
· Cargo: Directora de Gobernanza de Datos y IA
· Firma: XXXX
Fecha: XXXX




Preguntas clave para la evaluación de proveedores
La dependencia de proveedores externos para soluciones de IA (más del 65% de las organizaciones según la encuesta de 2023) exige un proceso de due diligence robusto. Este checklist ayuda a evaluar y gestionar el riesgo asociado a terceros.
	Categoría
	Aspecto a Evaluar
	Preguntas Clave y Evidencias Requeridas

	1. Cumplimiento Regulatorio (RIA & RGPD)
 
	Clasificación y Documentación del RIA
	- ¿Cómo clasifican su sistema de IA según el RIA (alto riesgo, etc.)? 
- Evidencia: solicitar la Declaración de Conformidad de la UE y la documentación técnica completa exigida para sistemas de alto riesgo.

	
	Gobernanza de Datos y Privacidad
	- ¿Cómo garantizan la licitud de los datos de entrenamiento y el respeto a la propiedad intelectual? 
- ¿Nuestros datos serán utilizados para reentrenar sus modelos? ¿Existe una opción de opt-out? 
- ¿Dónde se alojan los datos? ¿Qué garantías ofrecen para transferencias internacionales de datos según el RGPD? 
- Evidencia: cláusulas contractuales específicas, certificaciones (ej., ISO 27701), resultados de auditorías de privacidad.

	2. Seguridad de la Información (Ciberseguridad)
 
	Robustez del Modelo
	- ¿Qué medidas aplican para mitigar riesgos específicos de IA como prompt injection, envenenamiento de datos o extracción de modelos? 
- Evidencia: resultados de pruebas de red teaming, informes de pentesting, certificaciones de seguridad (ISO 27001, SOC 2).

	
	Gestión de Incidentes
	- ¿Cuál es su protocolo de respuesta a incidentes de seguridad? ¿En qué plazo notifican las brechas? 
- Evidencia: Plan de Respuesta a Incidentes, cláusulas contractuales con los apropiados SLA de notificación definidos (ej. 48 horas).

	3. Transparencia y Rendición de Cuentas
 
	Explicabilidad
	- ¿Qué nivel de explicabilidad ofrecen sobre las decisiones del modelo? ¿Es suficiente para que podamos cumplir con nuestras propias obligaciones de transparencia? 
- Evidencia: model cards, datasheets, documentación técnica sobre la lógica del modelo.

	
	Trazabilidad y Auditoría
	- ¿El sistema genera logs auditables para todas las decisiones y operaciones críticas? 
- ¿Permiten la realización de auditorías por nuestra parte o por un tercero independiente? 
- Evidencia: muestras de logs, derecho a auditoría explícito en el contrato.

	4. Aspectos Contractuales y Operativos
 
	Responsabilidad y SLA
	- ¿Cómo se delimita la responsabilidad por daños causados por resultados erróneos o perjudiciales? 
- ¿Qué SLA garantizan en cuanto a disponibilidad, latencia y precisión del modelo? 
- Evidencia: cláusulas de limitación de responsabilidad, acuerdos de nivel de servicio detallados.

	
	Control sobre IA embebida
	- ¿Su servicio integra componentes de IA de terceros? ¿Cómo gestionan el riesgo de esa cadena de suministro? 
- Evidencia: declaración sobre uso de IA embebida, cláusulas que exijan autorización previa para integrar sistemas de IA con riesgo.





Plantillas de evaluación de riesgos y cumplimiento

Plantilla 1: Evaluación de Impacto y Riesgos de la IA
Registro
	ID de Evaluación:
	EIR-IA-[YYYYMMDD]-[ID_SISTEMA]
	Fecha:
	[Fecha de elaboración]

	Autor(es):
	[Nombres y Departamentos]
	Revisado por:
	[Nombre, Comité de Gobernanza de IA]

	Estado:
	EN BORRADOR / EN REVISIÓN / APROBADO
	Versión:
	1.0



Descripción y Clasifficación del Sistema
	Campo
	Descripción

	ID del Sistema en Inventario:
	[ID asignado en el inventario de IA]

	Nombre del Sistema:
	[Nombre descriptivo del sistema de IA]

	Propietario del Negocio:
	[Departamento responsable de la iniciativa]

	Rol de la Organización:
	☐ Proveedor ☐ Responsable del Despliegue

	Descripción y Finalidad:
	Describir en detalle el propósito del sistema, el problema de negocio que resuelve, su funcionamiento general y los objetivos explícitos para los que ha sido diseñado.

	Clasificación de Riesgo (RIA):
	☐ Riesgo Inaceptable (Prohibido)
 ☐ Alto Riesgo
 ☐ Riesgo Limitado (Obligaciones de Transparencia)
 ☐ Riesgo Mínimo
 Justificación: adjuntar el resultado del "Cuestionario de Clasificación de Riesgo" y justificar la clasificación final.






Evaluación de Impacto en la Protección de Datos (EIPD) 
(Obligatoria si el sistema trata datos personales y es probable que entrañe un alto riesgo para los derechos y libertades de las personas físicas)
1. Naturaleza, Alcance y Contexto del Tratamiento:
a. Datos Personales Tratados: listar las categorías de datos (identificativos, financieros, etc.) y si se incluyen categorías especiales.
b. Ciclo de Vida del Tratamiento: describir cómo se tratan los datos en cada fase: entrenamiento, validación, inferencia y retirada.
c. Base Jurídica (Licitud): indicar la base legal del tratamiento para cada finalidad (consentimiento, interés legítimo, obligación legal, etc.)
2. Evaluación de Necesidad y Proporcionalidad:
a. Minimización de Datos: ¿Se recogen y tratan únicamente los datos estrictamente necesarios para la finalidad? Justificar la necesidad de cada categoría de datos.
b. Limitación de la Finalidad: ¿Existen medidas técnicas y organizativas para asegurar que los datos no se utilicen para fines incompatibles con los iniciales?
3. Identificación y Evaluación de Riesgos para los Derechos y Libertades:
	ID
	Descripción del Riesgo Potencial
	Derecho(s) Fundamental(es) Afectado(s)
	Probabilidad (Baja/Media/Alta)
	Impacto (Severidad) (Bajo/Medio/Alto/Crítico)

	R-001
	Ej: Discriminación algorítmica en la selección de candidatos.
	Ej: Derecho a la no discriminación, Derecho al trabajo.
	Ej: Media
	Ej: Crítico

	R-002
	Ej: Reidentificación de individuos a partir de datos supuestamente anonimizados.
	Ej: Derecho a la privacidad, Protección de datos.
	Ej: Baja
	Ej: Alto

	R-003
	Ej: Decisiones automatizadas incorrectas (falsos positivos/negativos) que afectan legalmente al individuo.
	Ej: Derecho a la tutela judicial efectiva, Derecho a la protección de datos (exactitud).
	Ej: Media
	Ej: Alto

	R-004
	Ej: Acceso no autorizado a categorías especiales de datos (salud, biométricos).
	Ej: Derecho a la privacidad, Protección de datos especiales.
	Ej: Baja
	Ej: Crítico

	...
	...
	...
	...
	...


4. Medidas de Mitigación Previstas:
· Técnicas: listar medidas como seudonimización, cifrado, técnicas de privacidad diferencial, etc.
· Organizativas: controles de acceso, políticas de retención, formación del personal, etc.

Evaluación de Impacto en los Derechos Fundamentales (FRIA) 
(Obligatoria para sistemas de Alto Riesgo desplegados por organismos públicos o para casos de uso específicos como la evaluación crediticia)
	Aspecto a Evaluar
	Descripción y Análisis

	Grupos Afectados:
	Identificar las categorías de personas que pueden verse afectadas, prestando especial atención a colectivos vulnerables.

	Riesgos Específicos de Daño:
	Analizar los riesgos potenciales para derechos fundamentales como la no discriminación, la dignidad humana, la libertad de expresión, el derecho a la tutela judicial efectiva, etc.

	Medidas de Supervisión Humana:
	Describir los mecanismos de intervención humana implementados: ¿son preventivos o a posteriori? ¿Qué autoridad tiene el supervisor para anular la decisión? ¿Es una supervisión significativa y no simbólica?

	Mecanismos de Reclamación:
	Describir los canales y procedimientos para que las personas afectadas puedan expresar su punto de vista, impugnar una decisión y solicitar una reparación.






Evaluación de Riesgos de Seguridad y Operacionales (ejemplo genérico)
	Categoría de Riesgo
	Riesgo Específico
	Probabilidad
	Impacto
	Medidas de Mitigación Propuestas

	Seguridad del Modelo
	Envenenamiento de Datos (Data Poisoning): manipulación de los datos de entrenamiento para corromper el modelo.
	 
	
	

	
	Ataques de Evasión: entradas adversarias diseñadas para engañar al modelo en la fase de inferencia.
	
	
	- Entrenamiento adversario (Adversarial Training).
 - Validación de entradas (Input Sanitization).

	
	Inyección de Prompts (Prompt Injection): (Para LLM) Manipulación de las entradas para eludir las restricciones del modelo.
	
	
	

	Riesgo Operacional
	Degradación del Modelo (Model Drift): pérdida de rendimiento debido a cambios en el entorno de datos.
	 
	
	

	Cadena de Suministro
	Vulnerabilidades en Proveedor Externo: dependencia de un servicio de IA de terceros que sufre una brecha de seguridad.
	
	
	- Due diligence exhaustiva del proveedor (ver checklist 13.4).
 - Cláusulas contractuales de seguridad y notificación.



Conclusión y Plan de Acción
1. Resumen del Riesgo Residual: tras aplicar las medidas de mitigación, ¿cuál es el nivel de riesgo residual aceptado?
2. Declaración de Conformidad: ¿El sistema, con las medidas propuestas, cumple con los requisitos legales y las políticas internas?
3. Decisión Final del Comité de Gobernanza de IA:
a. ☐ APROBAR DESPLIEGUE
b. ☐ APROBAR CON CONDICIONES (detallar abajo)
c. ☐ RECHAZAR (justificar abajo)


Plantilla 2: Checklist de cumplimiento y Auditoría de IA
Registro general
	Campo
	Descripción

	ID del Sistema en Inventario:
	[ID del sistema auditado]

	Nombre del Sistema:
	[Nombre del sistema de IA]

	Fecha de la Auditoría:
	[Fecha de realización]

	Auditor(es):
	[Nombre(s) y Departamento(s)]

	Alcance de la Auditoría:
	Revisión periódica de cumplimiento (Anual / Semestral / Trimestral).



Checklist ejemplo básico de verificación de Cumplimiento y Gobernanza
	
	Punto de Control
	Estado (Conforme / No Conforme / N/A)
	Evidencia / Observaciones

	CUMPLIMIENTO NORMATIVO

	2.1
	RIA: a documentación técnica del sistema está actualizada y refleja el estado actual del modelo.
	
	Revisión de la "Model Card" v1.1, fecha 25/09/2025.

	2.2
	RIA: los registros de trazabilidad (logs) de las decisiones del sistema son accesibles y completos para el período auditado.
	 
	

	2.3
	RGPD: El Registro de Actividades de Tratamiento (RAT) está actualizado para este sistema.
	 
	

	2.4
	RGPD: Las solicitudes de ejercicio de derechos (acceso, rectificación, oposición a decisiones automatizadas) han sido gestionadas en plazo.
	
	

	GOBERNANZA INTERNA Y ÉTICA

	2.5
	El uso actual del sistema se alinea con la finalidad aprobada en la EIR-IA. No se han detectado usos no previstos.
	
	

	2.6
	(Para Alto Riesgo) Los registros de supervisión humana demuestran una intervención efectiva y no simbólica.
	 
	

	2.7
	Se han realizado nuevas pruebas de sesgo y equidad. Los resultados están dentro de los umbrales aceptados.
	
	Informe de re-evaluación de sesgo adjunto.

	2.8
	La información proporcionada a los usuarios sobre la interacción con la IA es clara, visible y está actualizada.
	
	

	RENDIMIENTO DEL MODELO

	3.1
	Las métricas clave de rendimiento (ej. Accuracy, AUC) se mantienen por encima de los umbrales definidos. No se ha detectado model drift significativo.
	
	Dashboard de monitorización, período [fecha] a [fecha].

	3.2
	El sistema de monitorización y alertas de rendimiento está operativo y ha funcionado correctamente.
	
	

	SEGURIDAD

	3.3
	La infraestructura que soporta el sistema está actualizada y parcheada según la política de gestión de vulnerabilidades.
	
	Informe de escaneo de vulnerabilidades.

	3.4
	Se han revisado los controles de acceso. No se han detectado accesos no autorizados a los datos ni al modelo.
	
	Revisión de logs de acceso.

	3.5
	No se han registrado incidentes de seguridad relacionados con vectores de ataque específicos de IA (ej. prompt injection, evasión).
	
	Registro de incidentes del SOC.





Hallazgos y Plan de Acción (Ejemplos)
	ID Hallazgo
	Descripción de la No Conformidad
	Riesgo Asociado
	Severidad (Crítica/Alta/Media/Baja)

	CCA-01
	Los registros de supervisión humana en 3 de los 10 casos revisados carecen de una justificación detallada para la anulación de la decisión del modelo.
	Incumplimiento del requisito de "intervención significativa" del RIA y falta de trazabilidad.
	Alta

	CCA-02
	La información al usuario en la web no se ha actualizado para reflejar la última versión del modelo.
	Falta de transparencia con los usuarios.
	Media



	ID Hallazgo
	Acción Correctiva
	Responsable
	Fecha Límite

	CCA-01
	1. Revisar y completar los registros deficientes.
2. Realizar una sesión de refresco formativo para todos los analistas de riesgo sobre la importancia de la documentación detallada.
	 
	 

	CCA-02
	Actualizar el texto informativo en la interfaz web del simulador de crédito.
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